Kapitel 7: Verarbeitung von Geodaten
Die Verarbeitung bzw. Analyse von Geodaten zielt darauf ab, aus rohen Daten neue Informationen zu generieren bzw. gegebene Fragen mit räumlichem Bezug zu beantworten. Dies kann durch einfache Berechnungen erfolgen (z. B. zur Bestimmung der Entfernung zwischen zwei Städten), oder auch durch komplexe Verknüpfungen verschiedener Quellen und Operationen (z. B. zur Suche nach dem besten Standort für ein Lebensmittelgeschäft basierend auf diversen Kriterien). 
Analog zur Klassifizierung in geometrische, thematische, topologische und temporale Daten in Kapitel 6 werden im Folgenden ausgewählte Verarbeitungs-Operationen kurz dargestellt (Abb. 7-1). Dabei wird deutlich, dass diese strenge Trennung in der Praxis nicht immer Sinn macht – insbesondere gibt es eine Reihe von Funktionalitäten, die geometrische und thematische Aspekte beinhalten. Bei temporalen Eigenschaften ist dies per sé gegeben, da hierbei geometrische, thematische oder topologische Eigenschaften betrachtet werden, die für mehrere Zeitpunkte bekannt sind.
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Abb. 7-1: Struktur von Kapitel 7


7.1	Geometrische Berechnungen
Berechnungen in der Ebene
Unter anderem für Routensuchen oder die Klärung von Mindestabständen sind Berechnungen von ebenen Strecken mit Hilfe des Satzes von Pythagoras notwendig (Abb. 7-2, oben links). Wenn nicht gerade nur zwei Punkte betrachtet werden, kann es eine unendlich große Anzahl von Distanzen zwischen zwei Geoobjekten geben. Man reduziert das Problem, indem immer die kürzeste Verbindung bestimmt wird (Abb. 7-2, oben rechts). Setzt sich eine Linie aus mehreren Teilstrecken zusammen, werden die Einzellängen der Segmente summiert. Da eine reale Strecke nur durch eine begrenzte Auswahl von Punkten modelliert werden kann, wird die Strecke aus linear miteinander verbundenen Segmenten immer kürzer als die reale sein (Abb. 7-2, unten links). Im Gegensatz zum Vektormodell, bei dem „exakte“ Punktkoordinaten existieren, zieht die Berechnung im Rastermodell Unsicherheiten nach sich, weil nicht Punkte, sondern die Mittelpunkte der Rasterzelle als Näherung herangezogen werden müssen (Abb. 7-2, unten rechts).  
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Abb. 7-2: Grundsätze zur Berechnung von Strecken

Die Berechnung von Flächen, die z. B. für Kataster-Anwendungen elementar sind, geschieht üblicher Weise durch eine Zerlegung der Polygone in Drei- oder Rechtecke, deren Flächengrößen dann mit bekannten Formeln bestimmt werden können. Eine effizientere Methode, die allein auf den Koordinaten der Eckpunkte des Flächenumrings beruht und den Standard in Geographischen Informations-Systemen darstellt, ist die Gauß‘sche Formel (Abb. 7-3).
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Abb. 7-3: Berechnung von Flächengrößen F nach der Gauß’schen Formel

Für die Bestimmung der Form von Geoobjekten, die z. B. zur Bewertung von Großbauten von Interesse ist, gibt es verschiedene Maßzahlen. Neben Kennwerten zur Länglichkeit, Rundheit oder Orientierung wird häufig auch die Kompaktheit betrachtet. Letztere setzt Fläche und Umfang eines Geoobjektes miteinander in Beziehung. Bei der Variante in Abb. 7-4 erhält die kompakteste Form (der Kreis) den Wert 1, wovon alle anderen Formen wie Quadrate und Rechtecke abweichen.
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Abb. 7-4: Berechnung der Kompaktheit für Kreis, Quadrat und Rechteck (wobei die beiden letzteren dieselbe Flächengröße, aber eine unterschiedliche Kompaktheit aufweisen)

Die konvexe Hülle zu einer Menge von Geoobjekten ist mathematisch gesehen das Polygon, das alle Geoobjekte umschließt, wobei die Geoobjekte auch auf dem Polygonrand liegen können. Stellt man sich alle alleinstehenden, aber auch Anfangs-, End- und Zwischenpunkte von Geoobjekten als Nägel auf einem Brett vor, beschreibt ein außen umspanntes Gummiband die konvexe Hülle. Diese beinhaltet den kürzest möglichen Polygonumring, bei dem alle Außenwinkel nach außen gewölbt, d. h. konvex, sind (Abb. 7-5). Dementsprechend sucht ein Algorithmus zur Bestimmung der konvexen Hülle auch schrittweise für jeweils drei auf der Rechtsachse benachbarte Punkte, ob ein konvexer Winkel vorliegt. Konvexe Höllen werden in der Geodatenverarbeitung z. B. zur Bestimmung von Höhenschichten (Abschnitt X.X) oder Isavaronengebiete (Abschnitt 7.4) berechnet. 
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Abb. 7-5: Kollektion geometrischer Objekte (links) und ihre konvexe Hülle (rechts)


Berechnungen im 3D-Raum
Die Berechnung des Volumens, das u.a. bei der Bewegung von Erdkörpern im Baubereich von Interesse ist, beruht – ähnlich zur Idee der Flächenberechnung – auf der Zerlegung in Primitive, nun aber in Würfel oder Quader. Allerdings bieten diese Ansätze aufgrund der realen, abgeschrägten oder unregelmäßigen Seitenflächen nur Näherungslösungen. Genauere Ergebnisse erhält man durch eine weitere Zerlegung der Körper durch horizontale oder vertikale Schnitte, sodass schmalere Körper entstehen und der Abschrägungseffekt reduziert wird.
Die Bestimmung von Neigungen bzw. Steigungen ist u. a. für den Schienen- und Straßenbau von zentraler Bedeutung. Die Neigung berechnet sich aus dem Verhältnis des Höhenunterschiedes zwischen zwei Punkten und deren horizontaler Entfernung. Das Ergebnis wird entweder als Winkel oder als prozentualer Wert angegeben (wobei 100 % Steigung einem Winkel von 45° entsprechen). 
Eine Besonderheit der Neigungsberechnungen ergibt sich im Rastermodell für den Fall, dass aus einem vorhandenen Layer mit Höhenwerten ein Ausgabe-Layer mit Neigungswerten berechnet werden soll. Abgesehen von den Rändern hat jedes Pixel acht Nachbarn, sodass auch acht Neigungen existieren. Pro Pixel im Ausgabe-Layer kann aber nur ein Neigungswert abgespeichert werden. Je nach Software werden daher entweder der Mittelwert der acht Neigungen, gewichtete Variationen davon oder der maximale Neigungswert abgespeichert. Damit kann es für ein und denselben Höhen-Datensatz zu unterschiedlichen Ergebnissen, inklusive typischer Glättungseffekte, kommen. Als Gradient wird der Vektor bezeichnet, der Größe und Richtung der maximalen Neigung beschreibt.
Sichtbarkeitsanalysen sind u. a. für die Standortplanungen von Funknetzen oder Windräder von Bedeutung. Sie werden auf der Basis von Höhendaten durchgeführt, die i. d. R. auch die bebaute Umwelt und Vegetation enthalten (Digitale Oberflächen-Modelle). Im einfachsten Fall wird die Existenz einer direkten Sichtverbindung zwischen Beobachtungs- und Zielpunkt überprüft. Diese besteht genau dann, wenn es auf der geraden Verbindungslinie zwischen den Punkten keine Schnitte mit der Oberfläche gibt (Abb. 7-6). Die Untersuchung kann auf die komplette Sichtachse erweitert werden, wobei alle sichtbaren und nicht sichtbaren Segmente entlang der Linie bestimmt werden (Abb. 7-6). Betrachtet man nicht nur eine einzige Sichtachse, sondern gleichzeitig Achsen in alle Richtungen um den Beobachterpunkt herum, ergeben sich Sichtbereiche (engl.: viewsheds).
Sichtbarkeitsanalysen zeichnen sich durch einen hohen Rechenaufwand aus. Eine Verringerung der Rechenzeit ergibt sich durch die Verwendung eines gröber gerasterten Höhenmodells, wodurch nur noch eine kleinere Anzahl von Schnitten zwischen Sichtachse und Höhenwerten betrachtet werden muss. Bei der Berechnung von Sichtbereichen können ferner die Winkel zwischen den einzelnen Sichtachsen vergrößert werden. Solche Vereinfachungen gehen aber auch auf Kosten der Qualität.
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Abb. 7-6: Sichtbarkeitsanalyse im Gelände: Eine direkte Sichtverbindung besteht nicht, es gibt aber einige sichtbare Segmente entlang der Sichtachse





7.2	Thematische Verarbeitung
Überblick
Es gibt eine große Bandbreite von Methoden zur Verarbeitung thematischer Attribute - eine grobe Kategorisierung ergibt die Trennung zwischen Abfragen und Transformationen.
Auch einfache Abfragen von Attributwerten setzen bereits eine gut strukturierte Modellierung der häufig sehr umfangreichen Sachdaten in einer (Geo-)Datenbank vor (Abschnitte 6.2 und 6.5). Mit Hilfe einer Datenbankabfragesprache oder hiermit verknüpften Interaktionen (wie dem Anklicken einer Region in der digitalen Karte) werden vorhandene Daten ausgelesen bzw. durch logische oder statistische Operationen verarbeitet. Für komplexere, explorative Analysen sind auch aufwändigere Interaktionen, rechnerische Methoden und weitergehende Visualisierungsformen (Abschnitt X.X) notwendig.
Transformationen bewirken eine Änderung der Attributwerte:
· Unter die statischen Auswertungen fallen die Ableitung deskriptiver Maße zur Charakterisierung von größeren Datensätzen (z. B. Lagemaße wie Mittel- oder Medianwert, sowie Streuungsmaße wie mittlere Abweichung oder Standardabweichung).
· Die Normalisierung (im mathematischen Sprachgebrauch auch: Normierung) nimmt die Skalierung von Werten auf einen begrenzten Wertebereich – üblicherweise zwischen 0 und 1 (bzw. 0 % und 100 %) vor, um eine bessere Vergleichbarkeit zwischen Datensätzen herstellen zu können.
· Dasselbe Ziel verfolgt auch die Standardisierung, wobei aber nicht zwingend ein bestimmter Wertebereich erzeugt wird. Ein Anwendungsfall aus der Statistik ist die z-Transformation, die die Abweichung eines (Mess-)wertes vom Mittelwert in Bezug zur Standardabweichung setzt – es wird also berechnet, um welches Vielfache einer Standardabweichungen der Wert vom Mittelwert entfernt liegt. Ein anderer Anwendungsfall sind Dichtemaße, wie für die Umrechnung absoluter Werte (z. B. Einwohner) in standardisierte Werte (z. B. Einwohner pro Fläche = Einwohnerdichte).
· Interpolationen ermitteln zu gegebenen, diskreten Daten eine stetige Funktion, die es ermöglicht, auch Werte dazwischen liegender Merkmalsträger zu bestimmen. Wird auch die räumliche Lage der Daten berücksichtigt, spricht man von räumlicher Interpolation (Abschnitt 7.3). Ein typisches Anwendungsbeispiel hierfür ist die Interpolation gegebener, räumlich unregelmäßig verteilter Höhenwerte in ein regelmäßiges Gitter oder für Höhenlinien.
· Zur semantischen Generalisierung gehören Operationen wie die Vereinfachung (z. B. durch Fortlassen), Hervorhebung (z. B. durch Gewichtung) oder Zusammenfassen (Aggregieren) von Daten. Zwei wichtige Methoden zur Aggregation – Reklassifizierung (für kategorische Daten) und Datenklassifikation (für metrische Daten) – werden im Folgenden näher behandelt.

Reklassifizierung
Häufig besitzen Datensätze einen großen thematischen Detaillierungsgrad, der für die weitere Verarbeitung nicht notwendig oder gar hinderlich bzw. für die Visualisierung zu unübersichtlich ist. Handelt es sich um kategorische Daten, wird die Anzahl der vorhandenen Klassen im Datensatz reduziert. Diese Reklassifizierung (Rekodierung) nimmt dazu thematische Aggregationen und Umbenennungen der Klassenwerte vor (z. B. werden „Wohngebiet“ und „Gewerbegebiet“ in die Klasse „bebaut“ zusammengefasst; Abb. 7-7). Optional können die Grenzen zwischen benachbarten Flächen, die nun dieselbe neue Klassenbezeichnung aufweisen aufgelöst werden (engl.: dissolve). 
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Abb. 7-7: Prinzip der Reklassifizierung: Zusammenfassen und Umbenennen von Klassenwerten, optional auch mit Auflösen der Grenzen

Datenklassifikation
Für die Verarbeitung sowie Visualisierung metrischer Daten wird häufig eine Datenklassifikation, d. h. eine Gruppierung einzelner Werte, vorgenommen (z. B. bis 10.000 Einwohner, bis 50.000 Einwohner, usw.). Es gibt verschiedene Zwecke, die mit dieser Form der thematischen Generalisierung verfolgt werden, z. B.
· die Reduktion der Datenmenge, 
· die Reduktion von Rechenzeiten, 
· die Transformation metrischer Daten (z. B. Messwerte) auf eine Ordinalskala (z. B. „sehr hohe Verschmutzung“, „hohe Verschmutzung“, usw.),
· die Glättung eines Datensatzes, damit kleinere Abweichungen, die u. U. von Datenunsicherheiten stammen, eliminiert werden, oder
· die Herstellung einer kontrastreicheren Visualisierung (z. B. in Choroplethenkarten, Abschnitt X.X).
Bei der Durchführung der Datenklassifikation ist eine Reihe von Parametern zu berücksichtigen, die im Folgenden näher betrachtet werden:
· Wertebereich
· Anzahl der Klassen
· Verfahren zur Wertgruppenbildung
· offenen Randklassen
In der Regel sollte der gesamte Wertebereich eines Datensatzes (d. h. von Minimal- bis Maximalwert) in die Datenklassifikation einbezogen werden. Es gibt aber auch berechtigte Gründe dafür, dass gewisse Werte wie statistische nachgewiesene Ausreißer nicht einbezogen werden. Gerade einige wenige, sehr große oder sehr kleine Werte haben einen signifikanten Einfluss auf die Wertgruppenbildung – so entstehen bei einer Einteilung in gleich breite Klassen sehr große Werteintervalle, die eine zu starke Zusammenfassung oder auch gar nicht besetzte Klassen bewirken.
Die Wahl der Anzahl von Klassen ist von den Eigenschaften des Datensatzes sowie der thematischen Anwendung abhängig. Beispielsweise gibt es folgende Empfehlungen:
· Für ein ausgewogenes Verhältnis zwischen Klassen- und Werteanzahl wird angeregt, dass die Anzahl der Klassen in etwa der Quadratwurzel der Anzahl der Werte im Datensatz entsprechen sollte. Beispiel: Für 16 Bundesländer sollten ca. vier Klassen vorgesehen werden. Diese Vorgabe ist allerdings nur für kleinere Datensätze angebracht.
· In einigen Fällen wird die Anzahl der Klassen durch vorgegebene bzw. definierte Kategorien des Themas vorgegeben (z. B. „Großstädte“ mit mehr als 100.000 Einwohnern, „Städte“ mit mehr als 30.000 Einwohnern, usw.).
· Für eine kartographische Darstellung werden im Hinblick auf eine gute visuelle Unterscheidbarkeit die Verwendung von maximal fünf bis sechs Klassen (für ein einfarbiges Farbschema) oder zehn bis zwölf Klassen (für ein mehrfarbiges Schema) empfohlen (Abschnitt X.X).
· Idealer Weise wird auch die Qualität der Daten bei der Gruppierung berücksichtigt: So sollten nicht solche schmalen Wertebereiche erzeugt werden, die kleiner als die Erfassungsauflösung bzw. thematische Genauigkeit sind. Dies würde eine nicht vorhandene Qualität suggerieren.
Es gibt eine Reihe von Verfahren zur Wertgruppenbildung, die auch in üblichen GIS-Softwareprodukten verfügbar sind. Diese Methoden haben die Gemeinsamkeit, dass sie die Einteilung in Klassen bzw. das Setzen von Klassengrenzen datengetrieben, d. h. entlang des Zahlenstrahls bzw. des Wertebereiches, vornehmen. In einigen Fällen wird dabei auch die Werteverteilung bzw. das Histogramm des vorliegenden Datensatzes berücksichtigt. Zu den am häufigsten verwendeten Methoden gehören
· die Einteilung in Intervalle mit demselben Werteabstand (äquidistant, linear),
· die Bildung von Klassen mit immer derselben Anzahl von Werten (Quantile),
· das Setzen von Intervallgrenzen bei Lücken bzw. lokalen Minimum-Werten im Histogramm (natürliche Grenzen bzw. Jenks Optimum), oder
· das stetige Anwachsen oder Abnahme von Klassenbreiten nach arithmetischen, geometrischen, harmonischen oder exponentiellen Funktionen.
Darüber hinaus ist auch ein rein manuelles Setzen der Klassengrenzen denkbar. Abb. 7-8 (a bis c) zeigt die Anwendung der drei erstgenannten Verfahren für ein und denselben Datensatz. 
Die berechneten Klassengrenzen sind häufig „unrunde“ Werte mit einigen Nachkommastellen. Zum einen ist zu prüfen, ob letztere auch aussagekräftig sind (d. h. mit der Erfassungsgenauigkeit konform) bzw. notwendig sind. Stattdessen können für eine bessere Lesbarkeit Ab- bzw. Aufrundungen der Grenzwerte vorgenommen werden, solange die Gruppenzuweisungen davon nicht betroffen sind.
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Abb. 7-8: Verschiedene Datenklassifikationen für den Datensatz „Bevölkerungsdichte im Jahr 1995 für die Bundesländer Deutschlands“ und Darstellung als Choroplethenkarten – oben wird die Einteilung für die Verfahren entlang des Zahlenstrahls bzw. Histogramms verdeutlicht

Um dem Einfluss von einzelnen oder wenigen sehr großen oder sehr kleinen Werten auf die Klasseneinteilung zu reduzieren, können offene Randklassen verwendet werden. Hierbei werden die obere Grenze der ersten oder die untere Grenze der letzten Klasse manuell herauf- bzw. herabgesetzt, sodass der verbleibende Wertebereich kleiner wird und damit eine feinere Auflösung erlaubt. Abb. 7-8 zeigt ein Beispiel: Die strenge äquidistante Einteilung in Fall (a) führt dazu, dass in den oberen drei Klassen jeweils nur einen Wert und in der ersten Klasse die übrigen 13 Werte enthalten sind. Dagegen wird in Fall (d) durch Verschieben der unteren Grenze der obersten Klasse (vom Wert 3000 auf 450) eine stärkere Differenzierung der 13 Bundesländer im niedrigen Wertebereich (von bisher eine auf drei Klassen) möglich.
Es ist offensichtlich, dass die Parameter-Wahl einen signifikanten Einfluss auf die Klassenzugehörigkeiten – und damit auch auf die weitere Verarbeitung, Wahrnehmung in Karten sowie Interpretation und Entscheidungsfindung – haben kann. Abb. 7-8 zeigt, dass man für ein und denselben Datensatz vier sehr unterschiedliche Visualisierungen mit unterschiedlichen Aussagen erhält: So kann beispielsweise aus Fall (a) die deutliche Differenz zwischen den Stadtstaaten gegenüber den Flächenländern abgeleitet werden, während Fall (c) eher regionale Unterschiede innerhalb der Flächenländer betont.
Natürlich kann man auch versuchen, die Datenklassifikation an die tatsächliche Werteverteilung anzupassen (z. B. eine äquidistante Einteilung für gleichförmige Verteilungen). Kann man eine in etwa normalverteilte Zufallsgröße annehmen, kann eine Minimierung der Quadratsumme der Abweichungen zwischen Wert und Klassenwert angewendet werden. Häufig ist es aber auch gar nicht erwünscht, die vorhandene Wertverteilung abzubilden, sondern bestimmte Eigenschaften (z. B. Ausreißer oder räumliche Muster) hervorzuheben.
Letztlich muss festgehalten werden, dass es nicht die richtige oder falsche Parameter-Wahl für die Datenklassifikation gibt. Gerade im Zusammenhang mit der Visualisierung in thematischen Karten hilft es, vorab die „Botschaft“ der Karte zu bestimmen und die Parameter-Wahl iterativ anzupassen. Eine wichtige Aufgabe in diesem Zusammenhang ist die Bewahrung vorhandener räumlicher Muster (siehe Box 7-1).

Box 7-1: Datenklassifikation mit Berücksichtigung räumlicher Muster
Eine Datenklassifikation sollte auch dazu beitragen, räumliche Muster (z. B. lokale bzw. globale Extremwerte, Hot bzw. Cold Spots oder Cluster) zu bewahren oder sogar zu betonen. Dies ist insbesondere für die Darstellung in thematischen (Choroplethen-)Karten von großem Interesse. Da die oben beschriebenen Methoden (äquidistant, etc.) aber alle rein datengetrieben sind (d. h., nur die Werte an sich, aber nicht die Nachbarschaften berücksichtigen), werden räumliche Zusammenhänge explizit gar nicht berücksichtigt. Dadurch kann es passieren, dass Muster nach der Wertgruppenbildung verloren gehen bzw. nicht mehr sichtbar sind. Beispielweise wird eine Region, die einen lokalen Extremwert enthält, in dieselbe Klasse wie einige der direkten Nachbarregionen eingeordnet, womit eine visuelle Wahrnehmung der Extremwert-Information nicht mehr möglich ist (Abb. 7-9, links). Es gibt inzwischen aber auch Verfahren, die die räumlichen Zusammenhänge bei der Datenklassifikation berücksichtigen[footnoteRef:1] (Chang & Schiewe 2018) - Abb. 7-9 (rechts) zeigt die Auswirkung. [1:  Diese Verfahren sind verfügbar unter https://gitlab.com/g2lab/aChor] 
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Abb. 7-9: Links: Fehlgeschlagene Bewahrung der markierten Extremwert-Eigenschaften bei äquidistanter Einteilung (einige Nachbarregionen gehören derselben Klasse wie die Extremwerte an); Rechts: Gelungene Bewahrung der Eigenschaften (Datensatz enthält erdachte Werte)


7.3	Kombinierte geometrisch-thematische Verarbeitung
Integration 
Durch das Zusammenführen verschiedener, räumlich und thematisch heterogener Datensätze können interessante neue Informationen entstehen. Die Informationsintegration behandelt in diesem Kontext auch die (möglichst automatische) Zusammenführung der zugrunde liegenden Datenstrukturen in eine gemeinsame Struktur, womit ein effizienter Zugriff ermöglicht werden soll. Ein Bestandteil der Informationsintegration ist die Datenfusion – diese befasst sich mit der Zusammenführung und Vervollständigung auf der Datenebene. Im weiteren Sinne können die folgenden Verfahren der Verschneidung sowie der Flächeninterpolation als Vertreter der Datenfusion angesehen werden.

Verschneidung (Overlay)
Eine Verschneidung beschreibt die geometrische Überlagerung zweier oder mehrerer Datenlayer für dasselbe Gebiet und die Anwendung einer Operation, um einen neuen Layer zu erzeugen. Ein Beispiel ist die gemeinsamen Betrachtung von Wählerverhalten und soziökonomischen Verhältnissen.
Voraussetzung für die eigentliche Überlagerung ist, dass die beiden Layer korrekt georeferenziert sind. Im Fall von Vektordaten werden die Schnittpunkte aller sich überlagernden Objekte bestimmt und anschließend alle entstehenden Teilobjekte separat behandelt (Abb. 7-10). Im Fall von Rasterdaten wird nicht nur von derselben Georeferenzierung, sondern auch von derselben Pixelgröße für die Eingabe-Layer ausgegangen, womit die weitere Kombination separat für jedes einzelne Pixel erfolgen kann. Sind die Pixel-Größen unterschiedlich, sind vorab Aggregationen oder Disaggregationen notwendig (siehe Abschnitt zur Flächeninterpolation).
Auf Basis der überlagerten Datensätze ist nun die Anwendung der eigentlichen Verschneidungsoperationen möglich. Insbesondere für Layer mit Daten auf kategorischer Skala werden logische (Boolesche) Operationen für die Kombination der Teilobjekte bzw. Pixel angewendet. Abb. 7-10 zeigt ausgewählte Operationen zum Schnitt (engl.: intersection), Vereinigung (engl.: union) oder Negierung bzw. Ausschneiden (engl.: erase) für entsprechende Fragestellungen. Für Layer mit Daten auf kardinaler Skala sind auch arithmetische oder statistische Operationen möglich, z. B. die Differenz von Baumhöhen für zwei unterschiedliche Jahre oder der Mittelwert von Bevölkerungszahlen für zehn aufeinanderfolgende Jahre.
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Abb. 7-10: Ablauf ausgewählter Verschneidungsoperationen (v. l.): Eingabe-Layer, Überlagerung, Verschneidungsoperation und beispielhafte Aufgaben

Flächeninterpolation
Bei der Verschneidung von Datenlayern tritt häufig das Problem auf, dass diese nicht dieselben räumlichen Einheiten aufweisen. Sollen im Fall von Vektordaten z. B. Abhängigkeiten von Wahlergebnissen (bezogen auf Wahlkreise) von soziökonomischen Daten (bezogen auf Postleitzahl-Ebene) betrachtet werden, ist ein Vergleich der Werte aufgrund der sich überschneidenden Grenzen erst einmal nicht möglich. Dasselbe Problem tritt im Fall von Rasterdaten auf, wenn die gegebenen Datenlayer unterschiedliche Pixelgrößen aufweisen.
Eine Anpassung eines oder mehrerer Raumeinheiten kann entweder durch eine Aggregation (Zusammenfassung von kleinen zu großen Raumeinheiten) oder eine Disaggregation (Aufteilung von großen zu kleinen Raumeinheiten) erfolgen (Abb. 7-11). Werden beide Verfahren gleichzeitig angewendet, spricht man auch von einer Flächeninterpolation.
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Abb. 7-11: Beispiele für Aggregationen und Disaggregationen (man beachte im linken Beispiel die unterschiedlichen Werte auf der feineren Ebene, obwohl die Werte auf der gröberen Ebene identisch sind)

Aggregationen können auf verschiedenen Kriterien beruhen. In Abschnitt 7.2 wurde bereits die thematische Zusammenführung (Reklassifizierung) ähnlicher Klassen (z. B. Nadel- und Laubwald) zu einer Oberklasse (z. B. Wald) behandelt, wobei die Lage der Geoobjekte hierbei keine Rolle spielte. Dies ändert sich bei einer räumlichen Aggregation im Zuge der Flächeninterpolation: Nun werden die Werte benachbarter Regionen zusammengefasst, wobei die Art der Werte (absolut bzw. prozentual) zu beachten ist (Abb. 7-11-obere Reihe).
Bei einer Aggregation können auch Fehler entstehen, die unter dem Begriff Modifiable Unit Area Problem zusammengefasst werden. Man unterscheidet dabei zwei Effekte: Zum einen können bei der Zusammenfassung unterschiedliche statistische Kennwerte (wie z. B. der Mittelwert) zwischen zwei verschiedenen Aggregationsebenen (Skalen-Effekt), zum anderen aber auch innerhalb einer Ebene (Zonen-Effekt) entstehen (Abb. 7-12). 
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Abb. 7-12: Gegebene Datenlayer auf Pixel-Ebene (obere Reihe); Aggregation 1 (unten links) von drei Pixeln (Skalen-Effekt), und Aggregation 2 (unten rechts) mit Zusammenfassung anderer Pixel, der einen Unterschied zu Aggregationen 1 erzeugt (Zonen-Effekt).

Bei der Disaggregation von größeren zu kleineren Raumeinheiten werden die Attributwerte auf die kleineren Einheiten verteilt. Handelt es sich um absolute Werte (z. B. Einwohnerzahlen), geschieht diese Verteilung meistens proportional zu den Größen der Teilflächen (einfache Flächengewichtung). Bei relativen Werten (z. B. prozentuale Wähleranteile), werden diese ohne Änderung übernommen (Abb. 7-11, unten).
Bei der einfachen Flächengewichtung wird angenommen, dass die Werte innerhalb der größeren Raumeinheit gleichmäßig verteilt sind. Tatsächlich ist eine solche Verteilung aber oft gar nicht gegeben oder zumindest nicht bekannt, sodass die Disaggregation kein wirklichkeitstreues Abbild erzeugt. Beispielsweise unterscheiden sich in Abb. 7-11 (linkes Beispiel) die beiden fein aufgelösten Datenlayer von Aggregation und Disaggregation. Abhilfe kann nur die Einführung zusätzlicher Informationen (oder zumindest Schätzungen) über die tatsächliche räumliche Verteilung der Werte geben. Eine einfache Variante ist die Nutzung einer Maske, die für bestimmte Regionen das Auftreten von Werten ausschließt. Beispielsweise können Sumpfflächen bei der Verteilung von Einwohnerzahlen ausgeschlossen werden. Die Verteilung erfolgt dann wieder nach der Flächengewichtung, aber nur noch für die Restflächen (Abb. 7-13). Diese Methode (binäre dasymmetrische Verteilung) kann auf mehrere Klassen erweitert werden, die z. B. unterschiedliche Annahmen für den Grad der Bewohnbarkeit beinhalten (Wasser, Wald, Dorf, Stadt, etc.).
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Abb. 7-13: Einfache Flächengewichtung und binäre dasymmetrische Verteilung 


Pufferung
Viele Analysen bedingen die Bildung von Abstands-, Sicherheits- oder anderer Zonen um bestimmte Geoobjekte herum. Solche Flächen, die mit einer gegebenen Entfernung um punkt-, linien- oder flächenhafte Objekte mit einer bestimmten thematischen Ausprägung herum gebildet werden, werden als Puffer bezeichnet. Abb. 7-14 zeigt Beispiele mit exemplarischen Aufgabenstellungen. Bei linien- bzw. flächenhaften Objekte kann die Pufferung ein- oder beidseitig zum Linienverlauf erfolgen.
  

[image: ]

Abb. 7-14: Pufferungen um Geoobjekte

Im Fall von Vektordaten werden sich überlappende Pufferflächen, die sich entlang komplexer Linienführungen ergeben, miteinander verschmolzen. Bei Linienenden muss definiert werden, ob die Pufferfläche mit Halbkreisen (Abb. 7-14, mitte) oder einem geradlinigen Verlauf rechtwinklig zum Endpunkt der Linie endet. Im Fall von Rasterdaten die Pufferzone durch die Rasterzellen definiert, die sich in der vorgegebenen Entfernung von den Rasterzellen des gegebenen Geoobjektes befinden.

Beschreibung der räumlichen Verteilung
Viele Fragestellungen beziehen sich auf die räumliche Verteilung von Geobjekten – z. B. wie das Auftreten von Fahrrad-Leihstationen über eine Stadt verteilt ist. Betrachtet man erst einmal allein die räumliche Verteilung (d. h. unabhängig von den zugehörigen Attributwerten), unterscheidet man das verstreute, zufällige oder gebündelte Auftreten. Das gebündelte bzw. „geballte“ Auftreten wird auch als räumliches Cluster bezeichnet. Für die Zusammenfassung von Objekten auf Basis ihrer räumlichen Nähe gibt es verschiedene Verfahren (z. B. k-means oder ISODATA; de Smith et al 2007). Anstelle räumlicher Cluster auf Basis der geometrischen Lage können auch Cluster auf Basis thematischer Eigenschaften gebildet werden. Ein Beispiel hierfür sind Spektralwerte in Satellitenbildern, die für verschiedene Kanäle analysiert werden können.
Im Gegensatz zu den rein geometrischen oder thematischen Clustern betrachtet die räumliche Autokorrelation die räumliche und thematische Ähnlichkeit gleichzeitig, d. h. den Zusammenhang zwischen Attributwerten benachbarter bzw. eng beieinander liegender Geoobjekte. In Erweiterung des o. g. Beispiels werden nun nicht nur die Positionen, sondern auch die Ausleihzahlen der Fahrrad-Leihstationen verteilt über die Stadt untersucht. Abb. 7-15 zeigt ein anderes Beispiel für flächenhafte Geoobjekte: Beim verstreuten bzw. heterogenen Vorkommen treten dieselben Attributwerte (in der Karte: Grauwerte) zwischen Nachbarn sehr selten auf, beim zufälligen Auftreten erscheinen alle Kombinationen von Attributwerten an Grenzen in etwa gleich häufig, und beim gebündelten Vorkommen gibt es größere homogene Bereiche mit denselben oder ähnlichen Werten. Der Grad der räumlichen Autokorrelation kann mit verschiedenen Kennwerten beschrieben werden – in Abb. 7-15 wird der Moran’s Index (de Smith et al 2007) verwendet, der einen Wertebereich von -1 (verstreut) über 0 (zufällig) bis +1 (gebündelt) annehmen kann.
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Abb. 7-15: Stufen des räumlichen Zusammenhangs (Datensatz mit ausgedachten Werten), mit entsprechender Maßzahl (MI: Moran’s Index)

Zur Beschreibung der räumlichen Verteilung gehört auch die Identifikation von globalen Extremwerten (d. h. den Geoobjekten, die den maximalen bzw. minimalen Wert im Datensatz aufweisen) oder lokalen Extremwerten (d. h., den Geoobjekten, die im Verhältnis zu all ihren direkten Nachbarn einen größeren bzw. kleineren Wert aufweisen). Wenn sich mehrere hohe oder niedrige Werte bei benachbarten Geobjekten (z. B. Bundesländern) konzentrieren, spricht man auch von Hot bzw. Cold Spots. Als Maßzahl hierfür wird meistens die Getis Ord-Statistik (Getis & Ord, 1992) verwendet.

Räumliche Interpolation
Aus Zeit-, Kosten- oder Machbarkeitsgründen kann bei vielen Messungen oder Beobachtungen nur eine relativ geringe Anzahl von Geobjekten erfasst werden. Bei den folgenden Auswertungen und Visualisierungen sind aber auch die Werte zwischen diesen beobachteten Stichproben bzw. Stützpunkten von Interesse - z. B. zur Ableitung eines gitterhaften Digitalen Höhen-Modells (gridding) oder zur Erzeugung von Höhenlinien (contouring) aus einer begrenzten Anzahl unregelmäßig verteilter, gemessener Höhenpunkte. Die Bestimmung der Neupunkte, die zwischen beobachteten Punkten liegen, bezeichnet man als räumliche Interpolation.
Man unterscheidet zwei Arten von räumlichen Interpolationsverfahren: Deterministische Methoden wenden eine bekannte mathematische oder physikalische (Oberflächen-)Funktion an und berechnen mit dieser die unbekannten Neupunkte auf Basis der Lagekoordinaten. Stochastische bzw. geostatistische Methoden ermitteln eine solche Funktion erst noch auf Basis der gegebenen, tatsächlichen Stichproben. 
Eine sehr einfache deterministische Methode ist die Nächste-Nachbarschaft-Methode, bei der ein Neupunkt den Wert des nächstgelegenen Stichprobenwertes erhält. Gehen mehrere Stichprobenwerte in die Berechnung des Neupunktes ein, wird ein gewichteter Ansatz angewendet: Man geht i. d. R. davon aus, dass zum Neupunkt nahe liegende Punkte ein höheres Gewicht als weiter entfernte Punkte erhalten. Beim Verfahren des Inverse Distance Weighting – einem Beispiel für ein deterministisches Verfahren – wählt man für dieses Entfernungsverhältnis vorab einen funktionalen Ansatz aus (z. B. die Abnahme des Gewichtes mit dem Kehrwert der Entfernung). Bei den Kriging-Verfahren (aus der Klasse der geostatistischen Verfahren) wird die Funktion der Werteänderungen in Abhängigkeit von der Entfernung des Neupunktes vorab aus den gegebenen Stichproben geschätzt. Weitergehende Informationen zu diesen Verfahren beschreiben Ehlers & Schiewe (2012).


7.4	Topologische Verarbeitung
Topologische Analysen behandeln Fragestellungen, die nicht die ursprüngliche und vollständige Geometrie eines Datensatzes benötigen, sondern aufbereitete bzw. reduzierte Angaben zu deren Eigenschaften, die sich auf Verbindungen, Zugehörigkeiten und Nachbarschaften zwischen Geoobjekten beziehen. Im Folgenden wird davon ausgegangen, dass die notwendige topologische Datenstruktur bereits hergestellt worden ist (siehe Abschnitt 6.3).

Verbindungen
Die Untersuchungen von Verbindungen zwischen Geoobjekten – z. B. zur Bestimmung kürzester Routen oder Erreichbarkeiten – werden als Netzwerkanalysen bezeichnet. Netzwerke sind eine Sammlung linienhafter Objekte (Kanten), die an Knoten miteinander verbunden sind (Abschnitt 6.3). Beispiele hierfür sind Verkehrs- oder Transportwege sowie Ver- oder Entsorgungsleitungen. Die Basis für die folgenden Auswertungen sind Netzwerk-Layer, die diese topologisch aufbereiteten Knoten und Kanten sowie Angaben zu den Gewichten (auch: Kosten oder Impedanzen) der Kanten enthalten. Diese Gewichtsangaben können sich z. B. auf Entfernungen, Zeiten, Kraftstoffverbrauch oder Streckenattraktivität einer Kante bzw. eines Straßenabschnittes beziehen.
Eine elementare Aufgabe auf Grundlage von Netzwerken ist die Suche einer optimalen Route zwischen zwei gegebenen Knoten. Dabei kann es u. U. auch die Vorgabe geben, bestimmte Zwischenknoten zu besuchen. Die Kriterien für die optimale Gestaltung werden durch die o. g. Gewichtsangaben beschrieben. Aufgrund der sehr großen Anzahl von Kombinationsmöglichkeiten innerhalb eines gegebenen Netzwerkes ist es schon ab einer sehr geringen Anzahl von Knoten nahezu unmöglich, die beste Lösung in vertretbarer Rechenzeit zu finden. Aus diesem Grund gibt es eine Reihe von Näherungsverfahren wie den Dijkstra- oder den erweiterten A* Algorithmus (Hart et al. 1968). Bestimmt man alle optimalen Routen basierend auf Entfernungen zwischen mehreren Punkten, kann man die Ergebnisse in einer Distanzmatrix zusammenfassen.
Erreichbarkeitsanalysen ermitteln das Potenzial, räumliche verteilte Ziele in einem Netzwerk zu erreichen. Im Gegensatz zur Puffer-Operation werden hierbei nur die tatsächlich vorhandenen, im Netzwerk modellierten Verbindungen betrachtet. Man kann sich einerseits auf die Erreichbarkeit von einem gegeben Fokusort aus in das umgebende Gebiet beziehen (z. B. bei der Suche nach Arztpraxen, die sich innerhalb von 15 Minuten Gehweg vom Wohnort befinden), andererseits auf die Erreichbarkeit hin zu einem Fokusort (z. B. die Suche nach den Regionen, die die Anfahrt zu einem Flughafen innerhalb von 30 Minuten ermöglichen). 
Für Visualisierungszwecke (Abb. 7-16) können die Punkte mit gleichen Gewichten (z. B. „10 Minuten Fahrtzeit“) miteinander verbunden werden. Man erhält Isovaronen (griechisch: „iso“: gleich, „varos“: Gewicht) bzw. als Spezialfall Isochronen, d. h. Linien gleicher Zeitwerte. Kennzeichnet man die Regionen zwischen Isavaronen, erhält man Isovaronengebiete (z. B. Isochronengebiete). Bei der Bildung von Isavaronen sind Interpolationsfehler bzw. bei Isavaronengebieten Ungenauigkeiten durch die Bildung der äußeren konvexen Hülle nicht zu vermeiden. Alternativ können daher auch nur die Kanten selbst bzw. Punkte auf den Kanten des Netzwerkes entsprechend ihrer Gewichte markiert werden (Netzwerk-Isavaronen).
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Abb. 7-16: Varianten zur Visualisierung von Erreichbarkeiten (ausgehend von bzw. hinführend zu Fokusort)

Auf Grundlagen solcher Netzwerkanalysen sind weitergehende Auswertungen möglich, die auch thematische Informationen einbeziehen. Beispielsweise kann eine Verschneidung von Erreichbarkeitsinformationen mit Bevölkerungsdaten die Suche nach optimalen Standorten für Lebensmittelgeschäfte ermöglichen. Werden mehrere Standort-Faktoren in die Analyse einbezogen, spricht man auch von Gravitationsmodellen, die die optimale „Gravitation“ bzw. Anziehungskraft eines Ortes bestimmen. Für die Platzierung eines Einzelhandelsgeschäftes sind z. B. die Maximierung des Kunden-Einzugsgebietes, die minimale Entfernung zu Haltestellen des Öffentlichen Personennahverkehrs sowie die Minimierung von Transportkosten von Bedeutung.



Zugehörigkeiten
Zugehörigkeits-Analysen können sich auf Beziehungen von Punkten (innerhalb Linien oder Flächen), Linien (innerhalb von Linien oder Flächen) sowie Flächen (innerhalb von Flächen) beziehen. 
Ein Beispiel für häufig durchgeführte Punkt-in-Fläche-Suchen ist die Beantwortung der Frage, wie viele koordinatenmäßig bekannte Blitzeinschläge (d. h. Punkte) pro Landkreis (d. h. Fläche) aufgetreten sind. Eine einfache Lösung beruht auf der Bounding Box der Fläche (d. h. des minimal umgebenden Rechtecks): Hierzu wird abgefragt, ob die Rechts- und Hochkoordinaten des Punktes im jeweiligen Intervall dieser Box liegen. Bei komplexeren Flächenformen kann dies allerdings zu falschen Antworten führen (Abb.7-17-links, Punkt Q). Daher wird ein Verfahren verwendet, das vom Punkt aus eine Halbgerade in beliebiger Richtung erzeugt und dann die die Anzahl der Schnittpunkte mit dem Umring der Fläche zählt. Ist diese Anzahl ungerade, liegt der Punkt innerhalb der Fläche (Abb. 7-17-rechts).
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Abb. 7-17: Punkt-in-Fläche-Suche mit Hilfe der Bounding Box (links) sowie dem Schnitt von Halbgeraden (rechts)

Nachbarschaften
Nachbarschaftsanalysen behandeln im Kern Abfragen nach benachbarten (i. d. R. flächenhaften) Geoobjekten. Hierbei ist vorab die Art der Nachbarschaft zu definieren – Abb. 7-18 gibt getrennt für Vektor- und Rasterdaten eine entsprechende Übersicht. Wenn es beispielsweise um die Klärung von Wegerechten zwischen Grundstücken geht, benötigt man direkte Nachbarn (d.h. solche, die eine gemeinsame Grenze oder auch einen gemeinsamen Grenzpunkt teilen). Es kann aber auch ein Nachbarschaftsbereich (bzw. ein Puffer; siehe Abschnitt 7.3) betrachtet werden, der eine bestimmte Entfernung von Geobjekten definiert (z. B. um die „benachbarten“ Gebäude zu identifizieren, die in einem Umkreis von 1 km von einer Bombenevakuierung betroffen sind).
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Abb. 7-18: Arten von Nachbarschaftsverhältnissen

Sind häufige Nachbarschaftsabfragen notwendig, empfiehlt sich die einmalige Suche und Abspeicherung in einer topologischen Datenstruktur, sodass schnelle Abfragen der direkten Informationen aus der Datenbank heraus möglich sind (Abschnitt 6.3). 
Aufbauend auf der Abfrage nach den elementaren Nachbarschaftsverhältnissen können weitere Operationen durchgeführt werden. Beispiele hierfür sind die bereits behandelten Verfahren zur Beschreibung der räumlichen Verteilung (z. B. räumliche Autokorrelation, Hot bzw. Cold Spots; Abschnitt 7.3).


7.5	Temporale Verarbeitung
Die temporale Verarbeitung von Geoobjekten betrachtet das zeitliche Verhalten von geometrischen, thematischen oder topologischen Eigenschaften, die für mehrere Zeitpunkte bekannt sind. 
Temporale Auswertungen bestehen zum einen aus Abfragen der Eigenschaften 
· innerhalb eines Zeitschnittes und konstanten Raumausschnittes (engl.: time-slice query) - z. B.: „Wie hoch sind die Arbeitslosenzahlen in deutschen Landkreisen im Jahr 2010?“
· innerhalb eines Zeitfensters und konstanten Raumausschnittes (engl.: time-window query) – z. B.: „Wie haben sich die Arbeitslosenzahlen in Bayern zwischen 1950 und 2000 verändert?“
· innerhalb eines Zeitfensters und variablen Raumausschnittes (engl.: moving query) – z. B. „Wie viele Menschen lebten in den sich ändernden Grenzen der EU zwischen 1970 und 2020?“
Werden mehr als ein Zeitschnitt betrachtet, sind Veränderungen der räumlichen, thematischen oder topologischen Veränderungen von Interesse – je nach Anzahl der Zeitschnitte unterscheidet man bi-temporale und multi-temporale Veränderungsdetektionen bzw. –analysen:
· Im Fall von metrischen Daten werden i.d.R. die Werteänderungen (z. B. in Form von Differenzenkarten für jeweils zwei Zeitschnitte) betrachtet.
· Im Fall von nominalskalierten Daten (z. B. der Landbedeckung) können verschiedene Typen von Veränderungen von Interesse sein, insbesondere existenzielle Veränderungen (wie das Erscheinen oder Verschwinden bestimmter Klassen) sowie Übergänge zwischen Klassen. Für den letzten Fall kann man die Ergebnisse in einer Veränderungsmatrix dokumentieren, die analog zur Fehlermatrix (Abschnitt 9.2 bzw. Box 9-2) aufgebaut ist: Nun werden aber die Übergänge zwischen allen möglichen Klassen zwischen zwei Zeitpunkten betrachtet. Aus dieser Matrix lassen sich dann weitere Maße wie die totale Veränderungsrate, aber auch die Zuwachs- oder Verlustraten bestimmen.
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