Kapitel 9: Unsicherheiten von Geodaten

Es ist unumstritten, dass die Qualität von Geodaten einen entscheidenden Einfluss auf die Lösung gegebener Fragestellungen besitzt. Abweichungen können sich im gesamten Verlauf der Auswertekette ergeben – bei der Erfassung über die Verarbeitung bis hin zur Visualisierung und Interpretation durch die Nutzer. Beispielsweise sind für Erreichbarkeitsanalysen (Abschnitt 7.4) u. a. die geometrischen Genauigkeit des Straßennetzes, die Korrektheit von Geschwindigkeitsbegrenzungen, die Korrektheit der topologischen Modellierung des Netzwerk-Layers, die Güte des Routen-Algorithmus, die Güte des Algorithmus zur Interpolation zu Isochronen oder die Effektivität der kartographischen Visualisierung zu beachten. 
An diesem Beispiel wird bereits die Komplexität der Qualitätsbeschreibung deutlich, zu der es dementsprechend viele Sicht- und Herangehensweisen gibt (Abb. 9-1). Im Folgenden wird der Oberbegriff Unsicherheit verwendet, der die Gesamtheit aller messbaren und sonstigen Effekte ausdrückt (Abschnitt 9.1). Die Beschreibung der Unsicherheiten kann grundsätzlich auf qualitative Art (z. B. „sehr gute Lagegenauigkeit“) oder quantitativer Art (z. B. Lagegenauigkeit von  5 cm) erfolgen, wobei die zweite Variante aufgrund der objektiven Vergleichbarkeit bevorzugt wird (Abschnitt 9.2).
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Abb. 9-1: Struktur von Kapitel 9


9.1	Komponenten der Unsicherheit
Messbare Qualitätseigenschaften von Geodaten
Nach dem ISO 8402-Standard versteht man unter „Qualität“ die Gesamtheit aller Merkmale (z. B. von Geodaten) hinsichtlich ihrer Eignung, vorausgesetzte Anforderungen einer Anwendung zu erfüllen. Es geht hierbei also nicht nur um absolute Genauigkeiten, sondern um deren Verhältnis zu den Anforderungen (engl.: fitness for use). Bezogen auf das o. g. Beispiel der Erreichbarkeitsanalyse kann man z. B. alle Abweichungen aufsummieren und einer Vorgabe gegenüberstellen (z. B.: „Die Erreichbarkeiten konkreter Orte sollen auf ± 1 Minute genau aus der Karte extrahiert werden können“).
Basierend auf dem ISO 19113-Standard („Grundlagen der Datenqualität“) lässt sich die Qualität von Geodaten durch die folgenden quantitativ messbaren oder beschreibbaren Eigenschaften charakterisieren:
· Positionsgenauigkeit, d. h. die Lagegenauigkeit von Geoobjekten;
· Zeitliche Genauigkeit, d. h. die Korrektheit von Zeitangaben und zeitlicher Beziehungen von Objekten;
· Thematische Genauigkeit, d. h. die Korrektheit von Attributwerten;
· Vollständigkeit, d. h. die Präsenz oder das Fehlen von Objekten, ihrer Attribute und Beziehungen;
· Logische Konsistenz, d. h. die Einhaltung von logischen Regeln bzw. die Widerspruchsfreiheit in der konzeptionellen, logischen und physikalischen Datenmodellierung.
Darüber hinaus sind für bestimmte Anwendungen weitere messbare Eigenschaften von Interesse, z. B. Aktualität, Datenquelle, Höhengenauigkeit oder topologische Integrität. 
Zur Beschreibung dieser Eigenschaften ist das Konzept von Fehlern von Bedeutung. Dieses basiert auf statistischen Grundlagen, die beobachtete und „wahre“ Werte (engl.: ground truth) gegenüberstellen. Man unterscheidet drei Fehlerkategorien:
· Grobe Fehler bzw. Ausreißer entstehen z. B. durch fehlerhafte Ablesungen oder größere Störungen eines Messinstrumentes.
· Systematische Fehler (z. B. unterschiedliche Nullpunkte bei Höhenmessungen) führen z. B. zu konstanten Verschiebungen der Werte – sie beeinflussen die Richtigkeit (Abb. 9-2, links).
· Zufällige Fehler (z. B. Variationen bei Mehrfachmessungen aufgrund von sich ändernden Wetterbedingungen) beeinflussen die Präzision (Abb. 9-3, links).
Abschnitt 9.2 behandelt die quantitative Beschreibung dieser Fehler im Detail.
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Abb. 9.2: Fehler-Kategorien

Anstelle des Begriffes „Fehler“ wird häufig auch der der Genauigkeit verwendet - allerdings gibt es hierzu in der Literatur keine einheitliche Definition. Eine Variante ist die Gleichsetzung von Richtigkeit mit äußerer Genauigkeit sowie Präzision mit innerer Genauigkeit (oder auch Wiederholungs-Genauigkeit).
Über die o. g. Beschreibung hinaus wird unter Präzision oft auch die Güte der Datenspeicherung verstanden. So gibt es bei der Abspeicherung von Koordinatenwerten Verluste durch die Beschränkung auf eine bestimmte Anzahl von Nachkommastellen (z. B. auf cm-Werte). Auch bei der Abspeicherung von Höhenwerten in ein Rastermodell tritt dieses Phänomen auf, wenn Fließkommawerte (z. B. das Intervall zwischen 0 m und 1.000 m) in ganzzahlige Werte transformiert werden. Verwendet man beispielsweise ein 16 bit-Rasterbild (also mit möglichen 216 = 65.536 unterschiedlichen Pixel-Werten), ist die vertikale Auflösung der Höhenwerte auf knapp 2 cm (= 1.000 m / 65.536) limitiert.
Sonstige Qualitätseigenschaften
Neben diesen messbaren Abweichungen gibt es aber auch noch weitere, schwer beschreibbare Effekte wie die Eignung 
· des Messkonzeptes (z. B. ungünstig gewählte Standpunkte oder Zeitpunkte bei Verkehrszählungen), 
· des Datenmodells (z. B. Distanzabweichungen durch Verwendung des Rastermodells; Abschnitt 7.1 bzw. Abb. 7-2) oder 
· der erfassten Daten (z. B. Störeinflüsse bei Lärmmessungen).
Dazu kommen noch weitere unbekannte, nicht beschreibbare Effekte (oft auch als „Zweifel“ bezeichnet), die sich auf die Gesamtabweichung auswirken. 
Um die Gesamtheit aller messbaren und nicht messbaren Effekte auszudrücken, wird der Oberbegriff Unsicherheit verwendet (Hunter & Goodchild 1993). Es ist zu beachten, dass einige Autoren unter Unsicherheit nur die unbekannten Elemente verstehen (Slocum et al. 2009). 
Am o. g. Beispiel der Erreichbarkeitsanalysen zeigt sich auch das Zusammenspiel (und teilweise auch die großen Abhängigkeiten) zwischen den verschiedenen Arten von Unsicherheiten. Aus praktischen Gründen bzw. der Frage nach der Eignung für eine bestimmte Anwendung bzw. Anforderung ist i. d. R. aber auch keine getrennte Beschreibung und Quantifizierung der einzelnen Unsicherheitsquellen, sondern eine kumulative Betrachtung sinnvoll.


9.2	Quantitative Beschreibung von Unsicherheiten
Stichproben
Die quantitative Beschreibung von Qualitätsmerkmalen erfolgt i. d. R. durch Methoden der deskriptiven Statistik, die sich mit der Sammlung, Organisation, Auswertung und Darstellung von stichprobenhaften Daten befasst. Ein typisches Beispiel ist die Ableitung des arithmetischen Mittelwertes aus einer Messreihe. 
Während für die Bestimmung der Präzision („innere Genauigkeit“) nur die Beobachtungs- oder Messreihe an sich notwendig ist, benötigt man für die Betrachtung der Richtigkeit („äußere Genauigkeit“) den Vergleich mit „wahren“ Werten (engl. ground truth). Da es letztere streng genommen nicht geben kann, beschränkt man sich auf eine Auswahl von Werten (Stichproben), die mindestens die gleiche, besser aber noch einer höherwertige Qualitätsklasse im Vergleich zur Messung aufweisen. Beispielsweise können Lagekoordinaten aus Satellitenbildern mit hochgenauen GNSS-Messungen verglichen werden. Die eingeschränkte Verfügbarkeit sowie die Kosten solcher Vergleichsdaten sind neben anderen praktischen Erwägungen Gründe für die Einschränkung auf ausgewählte und gut verteilte, „wahre“ Werte.
Es gibt kein allgemeingültiges Verfahren zur Auswahl räumlicher Stichproben (engl.: samples), sodass auch dieser Arbeitsschritt eine Unsicherheit erzeugt. Generell sind zwei Aspekte bei der Wahl der (zumeist punkthaften) Stichproben zu berücksichtigen:
· Die Anzahl notwendiger Stichproben leitet sich zumeist aus Erfahrungswerten bzw. praktischen Gründen (z. B. verfügbare Messstationen oder Kostenbudget) ab. Seltener werden auch vorab statistische Schätzungen der Stichprobengröße vorgenommen, wenn eine statische Verteilung (z. B. Normalverteilung mit entsprechender Standardabweichung) mit hoher Sicherheit angenommen werden kann. 
· Auch die räumliche Verteilung von Stichproben ist stark anwendungsabhängig. Man unterscheidet grob die zufällige Platzierung von Punkten, die systematische Verortung (z. B. in einem regelmäßigen Gitter) sowie die stratifizierte Verteilung basierend auf Vorwissen (z. B. die Vorgabe, dass alle administrativen Regionen mindestens zehn Stichprobenpunkte erhalten).

Fehler in metrischen Variablen 
In Abschnitt 9.1 wurden bereits die Kategorien von Fehlern eingeführt. Im Folgenden sollen Verfahren zur quantitativen Bestimmung dieser Fehlerarten basierend auf metrischen Variablen betrachtet werden. Diese können geometrischen Attribute (z. B. Lagekoordinaten, Höhen, Distanzen) oder auch thematische Attribute (z. B. Einwohnerzahlen, Corona-Infizierte) beschreiben.
Für einen gegebenen Datensatz werden häufig sofort Mittelwert und Standardabweichung berechnet. Dabei wird aber nicht der Einfluss grober Fehler berücksichtigt (siehe Beispiel in Box 9-1). Stattdessen sollte eine Auswertung immer mit der Suche bzw. Eliminierung von groben Fehlern (z. B. mit Hilfe statistischen Ausreißer-Tests oder durch visuelle Kontrolle) beginnen. 
Mit dem um grobe Fehler bereinigten Datensatz können nun systematische Fehler identifiziert werden. Oft bestehen diese aus einer mehr oder minder konstanten Wertedifferenz (z. B. hervorgerufen durch unterschiedliche Nullpunkte bei zwei Höhenmessungen). Dieser Offset kann durch die mittlere Abweichung zwischen zwei Datensätzen quantifiziert werden. Dabei stellt sich die Frage, ob eine „relativ kleine“ mittlere Abweichungen auch als „signifikant“ systematisch einzustufen sind. Zur Beantwortung dieser Frage gibt es entsprechende statistische (Differenzen-)Tests. Neben den additiven Effekten (konstante Offsets) können beispielsweise auch multiplikative Effekte auftreten, die zu proportionalen Verschiebungen zwischen beobachteten oder gemessenen Werten führen. 
Nach der Bereinigung der groben Fehler ergibt auch die Untersuchung zufälliger Fehler einen Sinn. Diese beschreiben die zufällige Streuung (z. B. hervorgerufen durch veränderte Wetterbedingungen bei Mehrfachmessungen) um einen bestimmten Wert herum – dies kann der Mittelwert der gemessenen Werte, oder auch ein gegebener Soll-Wert (ground thruth) sein. Unter der Voraussetzung, dass die Verteilung der Abweichungen in etwa einer Normalverteilung gehorcht (was streng genommen auch mit einem statistischen Test untersucht werden kann), bietet die Standardabweichung das geeignete Maß für die zufällige Abweichung. 


BOX 9-1: Beispiel zur Bestimmung der Fehlerarten für metrische Variablen
Gegeben ist eine Stichprobe von sechs gemessenen Höhenwerten, die mit ground truth-Werten (z. B. aus einer hochgenauen, früheren Messung) verglichen werden sollen (Abb. 9-3). Man erhält eine mittlere Abweichung von 4,67 und eine Standardabweichung von 7,5.
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Abb. 9-3: Komplette Stichprobe (auf Einheiten wird aus Vereinfachungsgründen verzichtet)

Es fällt sofort auch die sehr hohe Abweichung in Punkt 4 auf. Wenn es keinen plausiblen Grund hierfür gibt, kann man diese Abweichung als groben Fehler einstufen und ihn aus dem Datensatz entfernen (Abb. 9-4). Für die verbliebenen Punkte erhält man nun eine mittlere Abweichung von 1,2 und eine Standardabweichung von 1,78.
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Abb. 9-4: Stichprobe – reduziert um groben Fehler (man beachte den veränderten Maßstab zu Abb. 9-3)

Wird die mittlere Abweichung aus praktischer oder statistischer Sicht als „signifikant“ bzw. als systematischer Fehler eingestuft, werden die Messwerte entsprechend um diesen additiven Offset korrigiert (Abb. 9-5). Durch Anbringen dieser Korrektur erhält man jetzt eine mittlere Abweichung von 0. Der zufällige Fehler beträgt weiterhin 1,78, da sich die Streuung (bzw. die Präzision) der korrigierten Abweichungen um den Mittelwert 0 gegenüber der Streuung um den vorherigen Mittelwert -1,2 nicht verändert hat.
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Abb. 9-5: Stichprobe – reduziert um groben Fehler und korrigiert um systematischen Offset (man beachte den veränderten Maßstab zu Abb. 9-3)

Fehler in Variablen auf kategorischer Skala
Auch die Bewertung von Variablen auf kategorischer Skala (z. B. zur Evaluierung der Güte einer Landbedeckungs-Klassifikation aus Satellitenbildern) beruht auf dem Vergleich mit Stichproben (die z. B. aus Feldmessungen stammen können). Im Gegensatz zu metrischen Variablen ist nun aber eine Bestimmung über statistische Kenngrößen wie Mittelwert oder Standardabweichung nicht möglich, weil diese für nominal- oder ordinalskalierte Daten keinen Sinn ergeben (Abschnitt 6.2).
Stattdessen erfolgt nun die Zusammenstellung der korrekten und fehlerhaften Zuweisungen zu den Klassen der nominal- oder ordinalskalierten Daten in einer Fehlermatrix (auch: Konfusionsmatrix; Box 9-2). Auf den Diagonalen dieser Matrix stehen die korrekten und abseits davon die fehlerhaften Zuweisungen. Um ein globales Zuweisungsmaß zu erhalten, kann man das Verhältnis von allen korrekten Zuweisungen (d. h. die Summe der Diagonalelemente) zur Gesamtsumme aller Stichproben bilden – dieses wird als Gesamtgenauigkeit (engl.: overall accuracy) bezeichnet. 
Dieses Maß kann jedoch auch zu irreführenden Schlussfolgerungen führen. Man stelle sich den einfachen Fall vor, dass nur zwei Klassen A und B betrachtet werden und die Klassifikation eines Satellitenbildes für alle Pixel Klasse A ergeben hat. Ist man nur an der Klassifikationsgüte für Klasse A interessiert, erhält man einen Wert von 100 %, da alle Klasse A-Pixel in der ground truth in der Klassifikation richtig erkannt worden sind. Die Fehlzuweisungen der übrigen ground truth-Werte geht in diese Berechnung nicht ein. Um diesem Dilemma zu begegnen, gibt es weitere Maße:
· Die Herstellergenauigkeit (engl.: producer’s accuracy) beschreibt getrennt für jede einzelne Klasse das Verhältnis der korrekten Zuweisungen für diese Klasse zu allen Stichproben innerhalb der zugehörigen Fehlermatrix-Spalte für die Klasse. Der Komplementärwert (100 % minus Herstellergenauigkeit) wird als Auslassungsfehler oder Fehler erster Art bezeichnet. Bei Bedarf kann auch noch der Mittelwert über alle klassenspezifischen Werte gebildet werden.
· Die Nutzergenauigkeit (engl.: user’s accuracy) beschreibt getrennt für jede einzelne Klasse das Verhältnis der korrekten Zuweisungen für diese Klasse zu allen Stichproben innerhalb der zugehörigen Fehlermatrix-Zeile für die Klasse. Der Komplementärwert (100 % minus Nutzergenauigkeit) wird als Zuordnungsfehler oder Fehler zweiter Art bezeichnet. Bei Bedarf kann auch hier der Mittelwert über alle klassenspezifischen Werte gebildet werden.
Aus der Fehlermatrix können auch noch weitere Gütemaße abgeleitet werden, z. B. der Kappa-Index (Congalton 1991).
Die Idee der Fehlermatrix kann man auch übertragen auf den Anwendungsfall einer Veränderungsanalyse (Abschnitt 7.5). In diesem Fall werden in der Veränderungsmatrix nicht mehr Beobachtungen gegenüber der ground truth, sondern Beobachtungen zweier Zeitpunkte dargestellt. Die Elemente abseits der Diagonalen weisen nun auf Veränderungen hin.
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BOX 9-2: Beispiel zur Bestimmung der Fehlerarten für kategorische Variablen
Gegeben ist folgende Fehlermatrix, die die beobachteten (z. B. aus einem Satellitenbild klassifizierten) Zuweisungen zu drei möglichen Klassen A, B und C mit den Stichproben einer ground truth (z. B. aus Feldmessungen gewonnen) vergleicht:

	Beobachtungen (Klassifikation)
	„ground truth“
	Zeilensummen

	
	A
	B
	C
	

	A
	20
	10
	0
	30

	B
	10
	40
	10
	60

	C
	10
	40
	70
	120

	Spaltensummen
	40
	90
	80
	210



Die Gesamtgenauigkeit berechnet sich aus der Summe aller korrekt klassifizierten Elemente auf der Diagonalen (20 + 40 + 70 = 130) geteilt durch die Gesamtzahl der Stichproben (= 210) = 61,9 %.
Die Herstellergenauigkeiten betragen
· für Klasse A: Summe der korrekten Zuweisungen für Klasse A (= 20) zu allen Stichproben innerhalb dieser Spalte (= 40) = 50 % (d. h. der Auslassungsfehler beträgt 100 % - 50 % = 50 %)
· analog für Klasse B: 40 / 90 = 44,4 % (Auslassungsfehler = 55,6 %)
· analog für Klasse C: 70 / 80 = 87,5 % (Auslassungsfehler = 12,5 %) 
Die Nutzergenauigkeiten betragen
· für Klasse A: Summe der korrekten Zuweisungen für Klasse A (= 20) zu allen Stichproben innerhalb dieser Zeile (= 30) = 66,7 % (d. h. der Zuordnungsfehler beträgt 100 % - 66,7 % = 33,3 %)
· analog für Klasse B: 40 / 60 = 66,7 % (Zuordnungsfehler = 33,3 %)
· analog für Klasse C: 70 / 120 = 58,3 % (Zuordnungsfehler = 41,7 %) 
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